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動的モード分解による時系列データストリームの将来予測

千原 直己1,2,a) 松原 靖子1,b) 藤原 廉1,2,c) 櫻井 保志1,d)

受付日 2023年9月10日,採録日 2024年1月5日

概要：本論文では，動的モード分解を活用した大規模時系列データストリームの高速予測手法ModeCast

を提案する．ModeCast はセンサデータや，Webデータなど，多種多様な時系列パターンにより構成さ
れる大規模時系列データストリームが与えられたとき，その中から潜在的なダイナミクスに基づいた重要
な時系列パターンを発見することで将来予測を行う．より具体的には，このようなパターンを発見するた
めに動的モード分解（DMD）を活用する．提案手法は，(a)大規模データストリームの中から重要なダイ
ナミクスを発見し，リアルタイムかつ長期的な予測を可能とする．また，(b)様々なデータに対して予測を
行うことが可能であり，実用的である．さらに，提案手法は (c)データストリームの長さに依存せず，非
常に高速である．実データを活用した実験により，提案手法が時系列データストリームの将来予測のため
の既存手法と比較して高精度であること，計算時間についてデータサイズに依存せず，より高速なリアル
タイム予測を達成していることを明らかにした．
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Abstract: Given a large, online stream of multiple co-evolving data sequences (e.g., sensor/web activities
streams), which contains multiple distinct time-series patterns based on inherent dynamics, how do we cap-
ture important patterns and forecast future values? In this paper, we present ModeCast, an efficient and
effective method for forecasting co-evolving data sequences. ModeCast exploits Dynamic Mode Decom-
position (DMD) to capture time-series patterns based on inherent dynamics. Our proposed method has
the following properties: (a) Effective: it captures important time-evolving patterns in data streams and
enables real-time, long-range forecasting; (b) General : our model can be practically applied to various types
of time-evolving data streams; (c) Scalable: our algorithm does not depend on the length of data streams
and thus is applicable to very large sequences. Extensive experiments on a real dataset demonstrate that
ModeCast makes long-range forecasts and consistently outperforms the best existing methods as regards
accuracy, and the computational speed is sufficiently fast.
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1. はじめに

時系列データストリームは，IoT関連の応用技術 [1], [2]

や，web活動 [3], [4]，疫病の感染 [5]，ユーザの行動 [6]な
ど，多くの事象から大量に生成されている．このような
データの応用のための重要な技術の 1つとして大量に発生
し続ける時系列データストリームをリアルタイムに解析す
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図 1 モーションイベントストリームに対する ModeCast による出力例：提案手法は継続的
かつ自動的に ls ステップ先の予測を行う．(a) 提案手法は時系列データストリームに対
して良いフィッティングおよび予測を実現する．(b) 異なる 2 点の ls ステップ先の予測
の様子および予測に活用している動的モードに対応した固有値を示している．後者の動
的モードに比べて前者の固有値の偏角の方が大きいことが，より高周波な成分を表現で
きていることを意味する

Fig. 1 Forecasting results of ModeCast for motion sensor stream: It continuously and

automatically forecasts ls-steps-ahead-future values. (a) Our model fits and fore-

casts the original stream very well, (b) Snapshots of ls-steps-ahead-future value

prediction at two different time points and representative DMD eigenvalues for

future value forecasting. A larger argument of the eigenvalue in the former DMD

modes, compared to the latter, implies that ModeCast is capable of modeling

higher-frequency components.

る技術があげられる．リアルタイム処理の中でも，時系列
データストリームのリアルタイム予測は重要かつ挑戦的な
課題である．
実際に，時系列データストリームには周期性やその増幅

や減衰などといった様々な潜在的なダイナミクスが含まれ
ており，高精度な将来予測を実現するためには，複数のダ
イナミクスから構成された重要な時系列パターンを効果的
にとらえることは必要不可欠である．このために，我々は
動的モード分解 [7], [8]を活用する．動的モード分解とは，
時系列データを動的モードと呼ばれる要素に分解すること
により，時間的なダイナミクスを抽出する数値解析手法で
ある．具体的に，動的モードとは，発振周波数や固有値に
よって決定される減衰率/振動数と密接な関わりがあるた
め，動的モード分解では周期性やその増幅や減衰といった
ダイナミクスを効率的にとらえることができる．
また，時系列データストリームに含まれる様々な潜在的

ダイナミクスは刻一刻と変化する．たとえば，webの検索
イベントデータには 1年を通じた特徴的な時系列パターン
の遷移（e.g.，ブラックフライデー，クリスマスなど）が見
られることが多い．また，時期に応じて検索数には増減や
減衰が見られる．そのため，より高精度に動的モード分解
を活用した時系列データストリームのリアルタイム予測を
実現するためには，潜在的なパターンの遷移もとらえる必
要がある．本論文ではこのような潜在的時系列パターンの
ことを “レジーム”と呼ぶ．
本研究では，上記で述べたような要件を満たした時系列

データストリームのリアルタイム予測手法ModeCast を
提案する．本論文では次の問題を扱う．
問題：d次元の観測データで構成される時系列データスト
リームX = {x(1), ...,x(tc), ...}が与えられ，現時刻を tcと
したとき，lsステップ先の {v(tc+ ls), ...,v(tc+ ls+ lp−1)}
を予測する．
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1.1 具体例
図 1 はモーションイベントストリーム (#2) house-

cleaning におけるModeCast の予測結果の様子を示して
いる．このデータセットは 4つのモーションキャプチャセ
ンサ（左右の腕および足）から生成された “house cleaning”

に関する複数のモーション（e.g.，dragging a mop，wip-

ing a window）から構成される．図 1 (a) はModeCast

のオリジナルデータストリーム（灰色の曲線）に対する
フィッティング結果および予測結果（それぞれの色付き
の曲線）を示している．具体的には，各時刻 tc におい
て {x(tc + 100), ...,x(tc + 119)} の 20 点を予測し続けて
いる（上記で定義した問題の ls = 100，lp = 20 のケー
ス）．図中の青い線はそれぞれ {tm, tc}，赤い線はそれぞれ
{tf (= tc + ls), te(= tc + ls + lp − 1)}を示しており，tc は
現時刻を示す．この時系列データストリームには様々な明
らかに異なる時系列パターンの変化が含まれているが，提
案手法はその変化をよくとらえることができており，それ
を適切に予測に活用できているといえる．図 1 (b)は，2つ
の異なる時刻におけるModeCast の予測結果のスナップ
ショットおよび予測のために使用されている複素平面上の
動的モードの固有値（点線は単位円）を示している．具体
的には，スナップショットは tc = 4031, 8531における出力
の様子を示している．また，図中の固有値の絶対値はダイ
ナミクスの減衰率を，偏角が振動数を表している．特に，
減衰率に関しては，1より小さい場合は減衰，1より大きい
場合は増幅に対応している．図を見て分かるとおり，提案
手法は時系列パターンの変化をとらえ，適切な予測を連続
的かつ自動的に行っているといえる．また，2枚のスナッ
プショットを比較すると，周波数の観点から違いが明らか
である．具体的には，tc = 4031時点での時系列データは高
周波であり，これを正確に表現できていることが確認でき
る．この観察を裏付ける形で，それぞれのスナップショッ
トに対応する動的モードを比較したところ，固有値の偏角
の大きさに顕著な違いがあることが分かる．さらに，前者
のスナップショットに示される青色の曲線は減衰傾向にあ
るが，この点も固有値の絶対値を考慮することで，正確に
表現できているといえる．

1.2 本論文の貢献
本論文では，大規模データストリームを効果的に表現す

る時系列モデル，および，その将来予測アルゴリズムである
ModeCast を提案する．ModeCast は次の特長を持つ．
• 時系列データに含まれる特徴的なダイナミクスを動的
モード分解により抽出することで，柔軟にレジームを
発見し，最適かつリアルタイムな予測を実現する．

• 様々なデータに対して，実用的である．
• 計算コストはデータストリームの長さに依存すること
なく，高速に処理が可能である．

2. 関連研究

時系列のモデリングおよびその予測に関する研究は多
岐にわたる．具体的な既存手法の例としては，自己回帰
モデル（AR: autoregressive model），カルマンフィルタ
（KF: Kalman filters）などがある [9]．加えて，このよう
な古典的時系列解析の改良のための手法も多数提案されて
きた [10], [11], [12], [13]．RegimeCast [14]は，生成され続
ける観測データに対応した潜在的なパターンを非線形動的
システムを適用することでリアルタイムに推定し，将来予
測を行う．しかし，RegimeCastは周期性やその減衰率に
基づいた時系列パターンを抽出することが困難である．ま
た，深層学習を活用した時系列予測のための研究もさかん
に行われている [15], [16], [17], [18], [19]．DeepAR [18]は，
RNNベースの確率的予測手法であり，複数系列のダイナ
ミクスを考慮した予測が可能である．しかし，このような
深層学習を基とした時系列予測手法は，モデルの学習の際
に膨大な時間を要するため，リアルタイムにモデルを更新
させ，現時刻の情報を取り入れながら予測を連続的に行い
続けることは困難である．
動的モード分解に関する研究もさかんに行われてい

る [20], [21], [22], [23], [24]．この手法は数値流体力学の分
野で複雑な流体動力学データからコヒーレント構造を抽出
するための手法として提案された [24]．また，動的モード
分解には，非線形動力学系の線形であるが無限次元の表現
を提供する Koopman作用素 [25], [26], [27]のスペクトル
解析と密接に関連しているという理論的背景がある．加え
て，動的モード分解はデータ駆動型手法である，すなわち，
潜在的なダイナミクスの抽出のために入力データ以外必要
としない．そのため，たとえ，動的システムの物理モデルが
不明だとしても，潜在的なダイナミクスを把握することが
できる．このような特性から動的モード分解は，非線形力
学系から生成される時系列データの解析に有効であると考
えられており，実際に，流体力学 [24]，動画処理 [28], [29]，
脳波解析 [30]，疫学 [31]など，多くの分野で分析手法とし
て広く採用されている．また，動的モード分解は時系列予
測のためにも活用されている [32]．しかし，この手法は単
次元データにしか対応していない．

3. 動的モード分解

本章では，動的モード分解について詳細に述べる．動
的モード分解とは，時間発展するデータに含まれる潜在
的な非線形ダイナミクスを抽出するための数値解析手法
であり，出力結果は特定の条件下において Koopman演算
子 [25], [26], [27]によるモーダル分解と一致する．すなわ
ち，対象のシステムの固有の減衰率/振動数を持つ特徴的
な構造（i.e., 動的モード）をとらえることが可能である．
以下の式 (1)は動的モード分解の対象となる動的システム
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を表している．

xk+1 = Axk (1)

上式における Aは動的システムの時間発展を表現するパ
ラメータであり，これを解析することで重要な動的モード
を抽出する．入力時系列データX = {xi}ni=1 ∈ Rd×nに対
して以下のようなデータ行列を考える．

X0 =
[
x1 · · · xn−1

]
∈ Rd×(n−1)

X1 =
[
x2 · · · xn

]
∈ Rd×(n−1)

式 (1)で表現される式が，最も正しく表現されるA ∈ Rd×d

は上記のデータ行列を用いて以下のように記述できる．

X1X
†
0 = arg min

A

n−1∑
k=1

||xk+1 −Axk||2

= arg min
A

||X1 −AX0||F

ただし，X†
0はX0のMoore-Penroseの擬似逆行列を，||·||F

はフロベニウスノルムを示す．以下ではAを効率的に解析
するための動的モード分解によるアルゴリズムを述べる．
I． X0 に対して特異値分解（SVD）を計算する．

X0 = UΣV ⊤

ただし，U ∈ Rm×k，Σ ∈ Rk×k，V ∈ R(n−1)×k であ
り，k は特異値の数を表している．一般的に k はX0

のランクで与えられるが，一部削減を施すことにより
観測される時系列データに通常含まれているノイズの
影響を除去することが可能である．

II．ここで，より効率的な演算を行うために，線形作用素
Aを左特異値ベクトルU が張る k (≤ min(d, n))次元
部分空間への射影へを考える．

Ã = U⊤AU = U⊤X1V Σ−1

III．Ãの固有値分解を計算する．ここで，II.で使用した
U は直行行列であるため，ここで求めた固有値は A

の支配的な k個の固有値と一致する．

ÃW = WΛ

IV．III.で求めたW および Λを用いて Aの固有値分解
を計算する．具体的には，III.で述べたとおり，Aの
固有値はΛで与えられ，固有ベクトルはΦ = UW で
与えられる*1．

以上の手続きにより得られた Φのことを動的モードとい
う．また，Λは ∆t（1ステップ）間の動的モードの減衰
率/振動数を表現している．具体的には，一般的な線形動
*1 このように Φ を与える動的モード分解を投影動的モード分解
（projected DMD）という．

表 1 主な記号と定義
Table 1 Symbols and definitions.

記号 定義
tc 現在の時刻
X 時系列データストリーム
x(t) 時刻 t における観測値
XC カレントウィンドウ：XC = X[tm : tc]

XF 予測ウィンドウ：XF = X[tf : te]

h 遅延座標系への射影のための遅延時間
Xaug 遅延座標系で表現された時系列データストリーム
Λ 固有値行列 Λ ∈ Ck×k

Φ 動的モード Φ ∈ Cdh×k

s(t) 時刻 t における潜在値
v(t) 時刻 t における推定値
Θ 全レジームのパラメータ集合：Θ = {θ1, ...θr}

的システムの解が ea+bi(a, b ∈ R)の形式で表現できること
に着目すると，i番目の動的モードの減衰率および振動数
はこれに対応する固有値 λi を用いて，それぞれ以下のよ
うな形式で表現できることが分かる．

σi =
Re(log(λi))

∆t

ωi =
Im(log(λi))

∆t

ここで，Re，Imはそれぞれ複素数の実部および虚部である．

4. ModeCast モデル

本章では，本研究で扱う問題を定義し，その問題を解決
するためのModeCast について述べる．まず，本手法に
おいて必要な概念の定義について説明する．また，表 1 に
主な記号と定義を示す．
定義 1（カレントウィンドウXC） XC = X[tm : tc]，

すなわち時刻 tm から tc までの区間で与えられる部分シー
ケンスを時系列予測に使用する最新のストリームデータと
し，長さ lc = tc − tm のカレントウィンドウと呼ぶ．
定義 2（予測ウィンドウXF） 時刻 tc から ls ステップ

先の区間で与えられるXF を予測対象のデータ区間とし，
予測ウィンドウと呼ぶ．ここで，tf = tc + lsを満たし，予
測ウィンドウの長さが lp = te − tf + 1のとき，lp ステッ
プごとにXF の値を予測する．
本論文では以下のような問題を取り扱う．
問題 1（ls ステップ先予測） tcを最新の時刻とし，長さ

が lcのカレントウィンドウXC = X[tm : tc]が与えられる
間，lsステップ先の長さ lpの時系列データXF = X[tf : te]

を予測し続ける．

4.1 提案モデル
本研究の目的は，時系列データストリームが与えられた

とき，その中から重要かつ潜在的な動的モードに基づいた
時系列パターン（レジーム）を発見し，リアルタイム予測
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を実現することである．このような目的を達成するために
ModeCast に対して以下の 2つのアイデアを取り入れる．
(P1)：遅延座標への射影
(P2)：動的モードで表現されるレジーム
4.1.1 遅延座標への射影 (P1)

本項では初めに，時系列データの状態空間について述べ
る．本手法では時間遅延座標系を用いた状態空間を利用
する．時間遅延座標系とは，非線形方程式を推定するベー
スとなる技術であり，より長期的な潜在的ダイナミクス
を把握するためにしばしば用いられている．具体的には，
X = {xi}ni=1に対して，以下のような行列Xaugを考える．

Xaug =


x1 x2 · · · xn−h+1

x2 x3 · · · xn−h+2

...
...

. . .
...

xh xh+1 · · · xn

 (2)

ただし，hは遅延時間を意味する．上記の行列の構造にあ
るとおり，Xaug の状態ベクトルに過去の情報を付与でき
ているため，位相情報を付与することが可能になり，これ
により，より高精度にダイナミクスを表現することが可能
になる．なお，Takensの埋め込み定理 [33]によると，こ
のように遅延座標系で表された運動軌道は，時系列データ
を生み出した現実の位相空間上の運動軌道と同相な軌道と
なるため，3章で述べた動的モード分解のアルゴリズムに
関して，X をXaug に置き換えた結果得られる動的モード
は適切なダイナミクスを表現する．
4.1.2 動的モードで表現されるレジーム (P2)

次に，時系列パターンの表現方法について述べる．本研
究では，潜在的ダイナミクスに基づいた時系列パターンを
表現するために，複数の動的モードから構成されるレジー
ムを定義する．このモデルにおけるレジーム θは次の 2種
類の状態によって構成されると考える．
• s(t) ∈ Ck：時刻 tにおける k次元部分空間の潜在値
• v(t) ∈ Rdh：時刻 tにおける dh次元の観測値
これらの要素を考慮した線形動的システムを次のように定
義する．

ds(t)

dt
= Λs(t)

v(t) = Φs(t)

(3)

ただし，初期条件は s(0) = Φ†v(0)で与えられる．また，
Λ,Φはそれぞれ動的モード分解で得られる固有値および
動的モードである．まとめると，以下を得る：
定義 3（レジーム θ） 単一のレジームにおけるパラメー

タ集合 θは右のとおりとする：θ = {Λ,Φ}．
さらに，我々は複数のレジーム θが時々刻々と変化する

様子をとらえたい．そのために，時系列データストリーム
を複数のレジームで表現することを考える．そのために複

図 2 ModeCast のモデル概要図：(a) カレントウィンドウXC を
遅延座標系へ射影しXC

aug を得る．その後，(b) XC
aug からレ

ジーム θ = {Λ,Φ} を計算し，ls ステップ先を予測する
Fig. 2 Overview of ModeCast: Given a current window XC ,

(a) It employs delay coordinate embeddings for obtain-

ing XC
aug. (b) It estimates a regime θ = {Λ,Φ}, finally

reports ls-steps-ahead-future values V F , which are the

estimated values of forecast window XF .

数のレジームで構成されたレジーム集合 Θ = {θ1, ...,θr}
も同時に定義する．
提案モデルの全体図を図 2 に示す．提案モデルは遅延座

標系および動的モードを活用することでカレントウィンド
ウXC に最も適したレジーム θ = {Λ,Φ}を表現し，それ
を用いて将来予測を行う．

5. アルゴリズム

本章では，大規模時系列データストリームの将来予測ア
ルゴリズムであるModeCast について述べる．
初めに，本アルゴリズムに必要な概念について定義を

行う．
定義 4（更新用パラメータ ω） 遅延座標系で表現さ

れたカレントウィンドウ XC
aug に対して，P =

(U⊤XC
aug0

(U⊤XC
aug0

)⊤)−1 とするとき，ω = {P ,U} を
更新用パラメータと呼ぶ．ただし，U はXC

aug の左特異ベ
クトルである．
定義 5（全パラメータ集合M） 全レジームの数を rと

したとき，全レジームの集合 Θ = {θ1, ...,θr} に対応し
た更新用パラメータの集合を Ω = {ω1, ...,ωr}とすると，
ModeCast のための全パラメータ集合M は {Θ,Ω}と
なる．
また，我々の最終目標としては，問題 1の lsステップ先予

測を逐次的，かつ高速に行うことである．ここで，現時刻 tc

におけるレジームを θc，それに対応した更新用パラメータ
集合をωcとする．また，lsステップ先予測のために，時刻
tcにおける潜在値が必要であり，これを scoutとする．以上
より，これらをまとめて候補パラメータC = {θc,ωc, scout}
として保持する．
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Algorithm 1 ModeCast (x(tc),M ,C)

1: Input: (a) New value x(tc) at time points tc

(b) Parameter set M = {Θ,Ω}
(c) Candidate C = {θc,ωc, sc

out}
2: Output: (a) Updated parameter set M ′

(b) Updated candidate C′

(c) Estimated variables V F

3: XC ←X[tm : tc] // Update current window XC

4: /* Embed into time-delay coordinates */

5: Compute XC
aug according to Eq. (2)

6: /* Estimate optimal θ */

7: M ′,C′ ← ModeEstimator (XC
aug,M , C)

8: /* Forecast ls-step-ahead estimated value */

9: V F ← ModeGenerator (C′)

10: return {M ′,C′,V F }

5.1 提案アルゴリズム
ModeCast は次のアルゴリズムで構成される（Algo-

rithm 1）．
• カレントウィンドウXC から遅延座標系で表現された
カレントウィンドウXC

aug を生成する．
• ModeEstimator：遅延座標系で表現されたカレント
ウィンドウXC

aug，パラメータ集合M，候補パラメー
タ C が与えられとき，現在のデータに最も適したレ
ジーム θcを抽出する．また，パラメータ集合M およ
び候補パラメータ C を更新する（Algorithm 2）．

• ModeGenerator：候補パラメータC が与えられた
とき，lsステップ先の予測ウィンドウ V F を予測する．

5.2 ModeEstimator

遅延座標系で表現されたカレントウィンドウXC
aug，パラ

メータ集合M，候補パラメータ C が与えられたときを考
える．ここで，損失関数を f(sc0,θ

c,XC
aug)と定義する．た

だし，sc0 は時刻 tm における潜在値である．また，f(·)は
遅延座標系で表現されたカレントウィンドウXC

aug と，遅
延座標系で表現された推定ウィンドウ V C

aug のフィッティ
ング精度を示す．具体的には，最小二乗誤差にて計算を行
う（i.e., f(sc0,θ

c,XC
aug) =

∑tc
t=tm

||x(t)−v(t)||）．続いて，
具体的な V C

aug の計算方法について述べる．式 (3)で与え
られる線形動的システム的には，レジーム θc に対して初
期値 sc0 として Φ†XC

aug[0]を与えれば計算自体は可能であ
る．しかし，初期値XC

aug[0]に過度なノイズが含まれてい
た場合，適切な V C

aug を計算することができない．そこで，
我々は LM（Levenberg-Marquardt）アルゴリズム [34]を
用いて sc0 を最適化することで，ノイズの影響の軽減によ
り，より適切な V C

aug の計算を行う．ここで，上記で述べ
たような初期値 sc0 を最適化するための関数を g(·)と定義
する．また，この一連の過程を計算するための関数，すな
わち，f(·)と g(·)を組み合わせた関数を F(·)と定義する．

Algorithm 2 ModeEstimator (XC
aug,M ,C)

1: Input: (a) Current augmented window XC
aug

(b) Parameter set M

(c) Candidate C

2: Output: (a) Updated parameter set M ′

(b) Updated candidate C′

3: if F(θc,XC
aug) > ρ then

4: /* Find better regime in Θ */

5: {sc
0,θ

c} ← arg min
θ∈Θ

F(θ,XC)

6: if F(θc,XC
aug) > ρ then

7: /* Create new regime */

8: Compute Λ,Φ according to Chapter 3

9: θc ← {Λ,Φ}; Θ← Θ ∪ θc

10: ωc ← {P ,U}; Ω← Ω ∪ ωc

11: sc
0 ← g(θc,XC)

12: else

13: {θc,ωc} ← RegimeUpdate(θc,ωc,XC
aug)

14: end if

15: else

16: sc
0 ← g(θc,XC)

17: {θc,ωc} ← RegimeUpdate(θc,ωc,XC
aug)

18: end if

19: M ′ ← {Θ,Ω}
20: C′ ← {θc,ωc, sc

out}
21: return M ′,C′

ModeEstimator は以下の手順に従う．
(I) F(θc,XC

aug) > ρ となるとき，レジームセットから
フィッティング精度を最小化するレジームを探索し，
θc を更新する．

(II) F(θc,XC
aug) > ρとなるとき，新たなレジームを生成

し，レジームセットΘへ追加する．
(III) (I)，(II)の過程で得られた V C

augの終端値 scoutを lsス
テップ先の予測のための初期値として，候補パラメー
タ C に保持する．

(IV)最適なレジームとして既存のレジームが採択された場
合，RegimeUpdateに従って更新する．

ここで，遅延座標系で表現されたカレントウィンドウ
XC

aug に未知のパターンが出現したとき，新たなレジーム
θ = {Λ,Φ}を推定する必要がある．この推定にはそれぞ
れ 3章で述べたアルゴリズムに従って推定する．
オンラインレジーム更新．新たな観測データ x(tc)および
1ステップ前のデータ x(tc− 1)から，既存レジームの要素
Λ，Φを更新用パラメータ集合 ωc = {P ,U}を活用して，
以下の流れで更新する．
I’． 新たなデータおよびその 1時刻前のデータを左特異

ベクトル U が張る k次元部分空間へ射影する

x̃1 ← U⊤x(tc)

x̃0 ← U⊤x(tc − 1)

II’． Ãを U，Λ，Φから再構成し，以下の式に従って更
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新する．

Ã← (U⊤Φ)Λ(U⊤Φ)†

Ã← Ã+ γ(x̃1 − Ãx̃0)x̃
⊤
0 P̂

ただし，γ，P̂ とはそれぞれ以下のとおり．

P̂ =
P

δ

γ =
1

1 + x̃⊤
0 P̂ x̃0

III’．次の更新のために P を更新する．

P ← 1

δ
(P̂ − γP̂ x̃0x̃

⊤
0 P̂ )

IV’．3章の III.，IV.の手順どおりに更新後の Ãから Λ，
Φを求める．

また，現時刻 tc に近ければ近いほど，カレントウィンド
ウXC のレジームを発見するために重要であるため，更
新の際，新たな情報を付与するだけでなく，過去の情報
をモデルから忘却させる必要がある．そこで，忘却係数 δ

を導入する．文献 [35]に従い，δ は特別に明記しない限り
δ = 0.999とする．

5.3 ModeGenerator

次に，ModeEstimator で推定された候補パラメータ
C が与えられたときを考える．
ModeGenerator は以下の手順で行われる．

(I) 式 (3)に従って，scoutを初期値として，時刻 teまでの
推定値をレジーム θc を利用して遅延座標系で表現さ
れた推定ウィンドウ V F

aug を生成する．
(II) 遅延座標系で表現された推定ウィンドウ V F

aug から推
定ウィンドウ V F を復号する．

6. 評価実験

本論文では，ModeCast の有効性を検証するため，実
データを用いた実験を行った．本章では以下の項目につい
て検証する．
Q1 データストリームの予測に対する提案手法の有効性
Q2 リアルタイム予測に対する提案手法の精度の検証
Q3 データストリームの予測に対する計算時間の検証
また，実験は 512GBのメモリ，Xeon Gold 6258R 2.7GHz

の 28コア CPUおよび RTX A6000 48GB GPUを搭載し
た Linuxマシン上で実施した．各データセットは平均値と
分散で正規化（z-normalization）して使用した．
比較手法．有効性を検証するために，以下の比較手法と比
較を行った．
• RegimeCast [14]：非線形動的システムに基づく将来
予測アルゴリズム．提案論文に従い，潜在状態の数
k = 4，モデルの階層数 h = 2，モデル推定の閾値

表 2 データセット詳細
Table 2 Dataset description.

データセット 属性・クエリ 次元
センサデータ：モーションキャプチャにより取得
(#1) exercise 左右の腕と足の動き 4

(#2) house-cleaning ” 4

(#3) chicken-dance ” 4

Web データ：GoogleTrends により取得
(#4) G-outdoor skiing，fishing，cycling 3

(#5) G-sports tennis，American football， 3

Major League Baseball (MLB)

(#6) Beer Corona，Keystone，Coors， 5

Modelo，SierraNevada

(#7) OnlineTV Netflix，Hulu，YouTube，Amazon(P) 4

(#8) Social media Tumblr，Facebook，LinkedIn， 5

SoundCloud，Yelp

(#9) Software HTML，Java，SQL， 5

JavaScript，HTML5

ϵ = 0.5 · ||XC ||とした．
• ARIMA：古典的な時系列予測手法の 1つ．適切なパ
ラメータ数は [14]に従い，AICを用いて決定した．

• DeepAR [18]：時系列予測のための最新のニューラル
ネットワーク手法．リカレントニューラルネットワー
ク（RNN）の層の数の候補は 1，2，ユニット数の候補
は 8，16，32，64とした．また，最適化アルゴリズム
としてはAdam [36]を使用し，学習率を 0.01で固定し
た．最大エポック数 100で，適切な early stoppingを
利用し学習を行った結果，最もフィッティング性能が
良いモデルを採用した．

データセット．実験に使用した 2種類，計 9つの実データ
セットは次のとおりである．また，データセットの詳細を
表 2 に示す．
• (#1) exercise，(#2) house-cleaning，(#3) chicken-

dance：様々な動きをする人間の様子をモーション
キャプチャによって収集したセンサデータ．

• (#4) G-outdoor，(#5) G-sports，(#6) Beer，(#7) On-

lineTV，(#8) Social media，(#9) Software：Google-

Trendsから毎週収集された様々なクエリ（i.e., キー
ワード）の検索数によって構成されている．

6.1 Q1：提案手法の有効性
本節では，多次元時系列データストリームに対するMod-

eCast の予測性能を検証する．実際のモーションイベン
トストリームにおけるModeCast の予測結果については
1 章の図 1 で説明したとおりであり，提案手法はレジー
ムの時間変化をとらえることによって，高精度なリアルタ
イム将来予測を実現している．特に，図 1 (a) のとおり，
ModeCast は与えられた時系列データから適切なレジー
ムをとらえ，それを予測に活かすことができている．また，
図 1 (b)では，各時刻におけるModeCast のリアルタイ
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図 3 ModeCast の平均予測精度の比較：提案手法は既存手法と比
べて高精度な予測が実現できている

Fig. 3 Average forecasting accuracy of ModeCast: our

method is consistently superior to its competitors (lower

is better).

ムに ls = 100先の予測をしている様子およびその予測の
ために使用されている複素平面上の動的モードの固有値Λ

が描画されている．この図は，寄与率の高い固有値が，時
系列データストリームに含まれる周期性およびその増幅や
減衰を適切に表現できていることを明らかにしている．

6.2 Q2：提案手法の精度
本節では，ModeCast の ls ステップ先の予測精度を検

証するため，比較手法である RegimeCast，ARIMAおよ
び DeepARと精度比較を行った．長期のモーションイベ
ントストリーム（#1，#2）においては ls = 100，短期の
モーションイベントストリーム（#3）においては ls = 30，
webの検索イベントデータ（#4–#9）においては ls = 13

（i.e., 3カ月先）と設定した．すべての手法において，パ
ラメータチューニングのためにシーケンス全体の 3 分の
1を訓練データとして与え，残りのデータに対して将来予
測を行った．また，評価指標としては推定値の二乗平均誤
差（RMSE：root mean square error）および平均絶対誤差
（MAE：mean absolute error）の 2種類を利用している．
図 3 は，多次元時系列データストリームにおける Mode-

Cast および比較手法の予測誤差の平均値を示している．
図に示すとおり，提案手法は比較手法である RegimeCast，
ARIMAおよび DeepARと比較し，2つの評価指標のどち
らにおいても高い予測精度を持つ．RegimeCastは固有値
に基づいた潜在的なダイナミクスをとらえられていないた
め，予測精度が低下している．特に，webの検索イベント
データのうち，（#4，#5）のような固有の周期を持つと考
えられるデータに対して予測精度が低下する．ARIMAは
時系列データ間の線形関係を前提としたモデルであるた
め，複雑かつ非線形なデータに対応できず予測精度が低下
する．また，DeepARは逐次的なモデルの更新ができない
ため，レジームの遷移に対応できない．このため，予測精

図 4 各時刻 tc における計算コスト（左）と平均値（右）：これらの
図の y 軸は対数スケールで表示されている

Fig. 4 Scalability of ModeCast: (left) Wall clock time vs.

data stream length tc. (right) Average wall clock time.

The vertical axis of these graphs is a logarithmic scale.

ModeCast surpasses its competitors at any time.

度が低下しており，特に（#1）のような複数の明らかに異
なるレジームを持つデータに対する予測精度が低下する．

6.3 Q3：提案手法の計算時間
続いて，提案手法の計算コストについて検証する．図 4

の左図は，(#1) exercise に対する各時刻 tc における計
算コストを，提案手法の ModeCast と比較手法である
RegimeCast，ARIMAおよび DeepARと比較したもので
ある．また，図 4 の右図は，データストリーム全体の計
算時間の平均値を示している．これらの図の y軸は対数ス
ケールで表示している．図 4 が示すとおり，ModeCast

はデータストリームの長さに依存せずに，高速に動作する
ことが可能である．特に，提案手法が高速である主な要因
は，固有値分解のために部分空間への射影を行っている点
である．実際に，固有値分解の計算コストは O(n3)であ
るため，行列のサイズを小さくするフェーズは本手法の高
速化に大きく貢献していると考えられる．一方，各比較手
法は適切なレジームの学習のための処理に時間を要するた
め，ModeCast と比べて低速である．RegimeCastにつ
いては新たなレジームを推定するフェーズに多くの時間を
要する．実際，図 4 が示すとおり，RegimeCastの予測の
大半が 1～5秒程度で処理が完了しているのに対して，新
たなレジームを推定しているであろう予測段階の処理時間
が 100秒弱に達している．これが全体の平均が約 10秒と
なっている原因である．また，ARIMAおよび DeepARは
逐次的なモデルの更新ができないため，各時刻におけるス
トリーム処理に対する計算に一定の時間を要する．そのた
め，高速な時系列予測が実現できていない．以上より，提
案手法は時系列データストリームのリアルタイム予測に適
した性能を有するといえる．

7. むすび

本論文では，動的モード分解を活用した大規模時系列
データストリームの高速予測手法としてModeCast を提
案した．ModeCast は冒頭で確認した以下の優れている
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特性をすべて達成している．
• 時系列データに含まれる特徴的なダイナミクスを動的
モード分解により抽出することで，柔軟にレジームを
発見し，最適かつリアルタイムな予測を実現する．

• 様々なデータに対して，実用的な予測を行うことが可
能である．

• 計算コストはデータストリームの長さに依存すること
なく，高速に処理が可能である．

また，実データを用いた実験では，提案手法の性能を評価
し，既存の時系列データストリームの将来予測のための既
存手法と比較して予測精度，計算時間ともに改善している
ことを確認した．
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