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具体例 - センサストリームに対する解析結果
• フィッティング結果 (上) & 予測結果 (下) 

 
• 異なる2点におけるスナップショット

Time !

Di
m

en
sio

n 
"

!! ?

!!!"

Mode
Estimator

Mode
Generator

Regime
Update

! Regime set
Θ

""

##

アルゴリズム - 4つのステップで構成される
Step1:
カレントウィンドウ 𝑿!  の取得
Step2: ModeEstimator
適切なレジーム 𝜃"  を推定
Step3: RegimeUpdate
最新の観測 𝒙(𝑡") を⽤いた
レジーム 𝜃"  の更新
Step4: ModeGenerator
𝑙#ステップ先の将来の予測

動的モード分解 (Dynamic Mode Decomposition)
概要
• 未知の⾮線形動的システムから潜在的なダイナミクスを抽出
• 予測に効果的な固有値に基づいた時系列パターンを表現
• 数値流体⼒学の分野にて初めて提案された [Schmid 2010]
 

理論的背景
• Koopman Theory [Koopman 1931] に基づいている

 

• 遷移⾏列 𝑨 は複素数範囲の２種類の⾏列にて構成される

𝑨 = 𝚽𝚲𝚽†
 

• 動的モード 𝚽: 𝑘 次元空間の基底ベクトル
• 固有値⾏列 𝚲: 動的モードの時間発展

モデル - 達成⽬標は以下のとおり
• 時系列データ中の複数のパターン (i.e., レジーム) を捉える
• データストリーム 𝑿 の要約を数式的に表現する
 

1. 遅延座標への射影
• 次元拡張により⾼精度なダイナミクスの抽出を助成
理論的背景
• Takensʼ Theorem [Takens 1981] に基づいている

2. 潜在的な時系列パターン
• 動的システムにてレジームを表現

3. レジームの動的遷移
• 要約のためにレジームセット 𝚯 = 𝜃!, 𝜃", … , 𝜃# を利⽤
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(b) 各時刻における ls = 100 ステップ先の予測結果のスナップショット及び動的モードに対応した固有値
図 1 モーションイベントストリームに対する ModeCast による出力例：提案手法は継続的か

つ自動的に ls ステップ先の予測を行う．(a) 提案手法は時系列データストリームに対して
良いフィッティング及び予測を実現する．(b) 異なる 2 点の ls ステップ先の予測の様子及
び予測に活用している動的モードに対応した固有値．後者の動的モードに比べて前者の固
有値の偏角の方が大きいことが，より高周波な成分を表現できていることを意味する．

表している．特に，減衰率に関しては，1より小さい場合は減
衰，1より大きい場合は増幅に対応している．図を見てわかる
通り，提案手法は時系列パターンの変化を捉え，適切な予測を
連続的かつ自動的に行っていると言える．また，2枚のスナッ
プショットを比較すると，周波数の観点から違いが明らかであ
る．具体的には，tc = 4031 時点での時系列データは高周波で
あり，これを正確に表現できていることが確認できる．この観
察を裏付ける形で，それぞれのスナップショットに対応する動
的モードを比較したところ，固有値の偏角の大きさに顕著な違
いがあることがわかる．さらに，前者のスナップショットに示
される青色の曲線は減衰傾向にあるが，この点も固有値の絶対
値を考慮することで，正確に表現できていると言える．
1. 2 本論文の貢献
本論文では，大規模データストリームを効果的に表現する線
形モデル，及び，その将来予測アルゴリズムであるModeCast

を提案する．ModeCast は次の特長を持つ．
• 時系列データに含まれる特徴的なダイナミクスを動的

モード分解により抽出することで，柔軟にレジームを発見し，
最適かつリアルタイムな予測を実現する．

• 様々なデータに対して，実用的な予測を行うことが可能
である．

• 計算コストはデータストリームの長さに依存することな
く，高速に処理が可能である．

2 関 連 研 究
時系列のモデリング及びその予測に関する研究は多岐にわた

る．具体的な既存手法の例としては，自己回帰モデル（AR: au-

toregressive model），カルマンフィルタ（KF: Kalman filters）
などがある [9]．加えて，このような古典的時系列解析の改良
のための手法も多数提案されてきた [10–13]．RegimeCast [14]

は，生成され続ける観測データに対応した潜在的なパターンを
非線形動的システムを適用することでリアルタイムに推定し，
将来予測を行う．しかし，RegimeCast は周期性やその減衰率
に基づいた時系列パターンを抽出することが困難である．また，
深層学習を活用した時系列予測のための研究も盛んに行われて
いる [15–19]．DeepAR [18] は，RNN ベースの確率的予測手
法であり，複数系列のダイナミクスを考慮した予測が可能であ
る．しかし，このような深層学習を基とした時系列予測手法は，
モデルの学習の際に膨大な時間を要するため，リアルタイムに
モデルを更新させ，現時刻の情報を取り入れながら予測を連続
的に行い続けることは困難である．
動的モード分解に関する研究も盛んに行われている [20–24]．

この手法は数値流体力学の分野で複雑な流体動力学データから
コヒーレント構造を抽出するための手法として提案された [24]．
また，動的モード分解には，非線形動力学系の線形であるが無
限次元の表現を提供する Koopman作用素 [25–27]のスペクト
ル解析と密接に関連しているという理論的背景がある．加えて，
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問題定義 - リアルタイム予測とは
Given: データストリーム 𝑿, i.e., 𝑿 = 𝒙 1 ,… , 𝒙 𝑡$ , …
Goal: 𝑙%ステップ先の予測, i.e., 𝑽𝑭 = 𝒗 𝑡$ + 𝑙% , …	

研究背景
様々な事象により時系列データは⽣成されている
• e.g., オンライン活動、Internet of Things (IoT)
• 市場分析や⾃動運転など、多数の応⽤先が存在する
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察を裏付ける形で，それぞれのスナップショットに対応する動
的モードを比較したところ，固有値の偏角の大きさに顕著な違
いがあることがわかる．さらに，前者のスナップショットに示
される青色の曲線は減衰傾向にあるが，この点も固有値の絶対
値を考慮することで，正確に表現できていると言える．
1. 2 本論文の貢献
本論文では，大規模データストリームを効果的に表現する線
形モデル，及び，その将来予測アルゴリズムであるModeCast

を提案する．ModeCast は次の特長を持つ．
• 時系列データに含まれる特徴的なダイナミクスを動的

モード分解により抽出することで，柔軟にレジームを発見し，
最適かつリアルタイムな予測を実現する．

• 様々なデータに対して，実用的な予測を行うことが可能
である．

• 計算コストはデータストリームの長さに依存することな
く，高速に処理が可能である．

2 関 連 研 究
時系列のモデリング及びその予測に関する研究は多岐にわた

る．具体的な既存手法の例としては，自己回帰モデル（AR: au-
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などがある [9]．加えて，このような古典的時系列解析の改良
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非線形動的システムを適用することでリアルタイムに推定し，
将来予測を行う．しかし，RegimeCast は周期性やその減衰率
に基づいた時系列パターンを抽出することが困難である．また，
深層学習を活用した時系列予測のための研究も盛んに行われて
いる [15–19]．DeepAR [18] は，RNN ベースの確率的予測手
法であり，複数系列のダイナミクスを考慮した予測が可能であ
る．しかし，このような深層学習を基とした時系列予測手法は，
モデルの学習の際に膨大な時間を要するため，リアルタイムに
モデルを更新させ，現時刻の情報を取り入れながら予測を連続
的に行い続けることは困難である．
動的モード分解に関する研究も盛んに行われている [20–24]．
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コヒーレント構造を抽出するための手法として提案された [24]．
また，動的モード分解には，非線形動力学系の線形であるが無
限次元の表現を提供する Koopman作用素 [25–27]のスペクト
ル解析と密接に関連しているという理論的背景がある．加えて，
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ModeCast に対して以下の 2つのアイデアを取り入れる．
(P1)：遅延座標への射影
(P2)：動的モードで表現されるレジーム
4.1.1 遅延座標への射影 (P1)

本項では初めに，時系列データの状態空間について述べ
る．本手法では時間遅延座標系を用いた状態空間を利用
する．時間遅延座標系とは，非線形方程式を推定するベー
スとなる技術であり，より長期的な潜在的ダイナミクス
を把握するためにしばしば用いられている．具体的には，
X = {xi}ni=1に対して，以下のような行列Xaugを考える．

Xaug =

⎡

⎢⎢⎣

x1 x2 · · · xn−h+1

...
...

. . .
...

xh xh+1 · · · xn

⎤

⎥⎥⎦ (2)

但し，hは遅延時間を意味する．上記の行列の構造にある
通り，Xaug の状態ベクトルに過去の情報を付与できているため，位相情報を付与することが可能になり，これによ
り，より高精度にダイナミクスを表現することが可能にな
る．尚，Takensの埋め込み定理 [33]によると，このよう
に遅延座標系で表された運動軌道は，時系列データを生み
出した現実の位相空間上の運動軌道と同相な軌道となるた
め，第 3章で述べた動的モード分解のアルゴリズムに関し
て，X をXaug に置き換えた結果得られる動的モードは適切なダイナミクスを表現する．
4.1.2 動的モードで表現されるレジーム (P2)

次に，時系列パターンの表現方法について述べる．本研
究では，潜在的ダイナミクスに基づいた時系列パターンを
表現するために，複数の動的モードから構成されるレジー
ムを定義する．このモデルにおけるレジーム θは次の 2種
類の状態によって構成されると考える．
• s(t) ∈ Ck: 時刻 tにおける k次元部分空間の潜在値
• v(t) ∈ Rdh: 時刻 tにおける dh次元の観測値
これらの要素を考慮した線形動的システムを次のように定
義する．

ds(t)

dt
= Λs(t)

v(t) = Φs(t)
(3)

但し，初期条件は s(0) = Φ†v(0)で与えられる．また，Λ,Φ

はそれぞれ動的モード分解で得られる固有値及び動的モー
ドである．まとめると，以下を得る：
定義 3 (レジーム θ) 単一のレジームにおけるパラメー

タ集合 θは右の通りとする：θ = {Λ,Φ}．
さらに，我々は複数のレジーム θが時々刻々と変化する様
子を捉えたい．そのために，時系列データストリームを複
数のレジームで表現することを考える．そのために複数の
レジームで構成されたレジーム集合Θ = {θ1, ..., θr}も同時に定義する．
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図 2 ModeCast のモデル概要図：(a)カレントウィンドウXC を
遅延座標系へ射影しXC

aug を得る．その後，(b) XC
aug からレジーム θ = {Λ,Φ} を計算し，ls ステップ先を予測する.

Fig. 2 Overview of ModeCast: Given a current window XC ,

(a) It employs delay coordinate embeddings for obtain-

ing XC
aug. (b) It estimates a regime θ = {Λ,Φ}, finally

reports ls-steps-ahead-future values V F , which are the

estimated values of forecast window XF .

提案モデルの全体図を図 2に示す．提案モデルはカレン
トウィンドウXC に最も適したレジーム θ = {Λ,Φ}を動
的モードを活用することで推定し，それを用いて将来予測
を行う．
5. アルゴリズム
本章では，大規模時系列データストリームの将来予測ア

ルゴリズムであるModeCast について述べる．
初めに，本アルゴリズムに必要な概念について定義を

行う．
定義 4 (更新用パラメータ ω) 遅延座標系で表現され

た表現されたカレントウィンドウ XC
aug に対して，P =

(U⊤XC
aug0

(U⊤XC
aug0

)⊤)−1 とする時, ω = {P ,U}を更新
用パラメータと呼ぶ．但し，U はXC

aug の左特異ベクトルである．
定義 5 (全パラメータ集合M) 全レジームの数を r と

した時，全レジームの集合 Θ = {θ1, ..., θr} に対応した更新用パラメータの集合を Ω = {ω1, ...,ωr} とすると，
ModeCast のための全パラメータ集合M は {Θ,Ω}と
なる．
また，我々の最終目標としては，問題 1の lsステップ先予測を逐次的，かつ高速に行うことである．ここで，現時刻 tcにおけるレジームを θc，それに対応した更新用パラメータ

集合をωcとする．また，lsステップ先予測のために，時刻
tcにおける潜在値が必要であり，これを scoutとする．以上より，これらをまとめて候補パラメータC = {θc,ωc, scout}として保持する．
5.1 提案アルゴリズム
ModeCast は次のアルゴリズムで構成される (Algo-

rithm 1)．
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本論文では以下のような問題を取り扱う．
［問題 1］（ls ステップ先予測） tc を最新の時刻とし，長さが
lc のカレントウィンドウXC = X[tm : tc]が与えられる間，ls

ステップ先の長さ lp の時系列データXF = X[tf : te]を予測
し続ける．
4. 1 提案モデル
本研究の目的は，時系列データストリームが与えられたとき，
その中から重要かつ潜在的な動的モードに基づいた時系列パ
ターン（レジーム）を発見し，リアルタイム予測を実現するこ
とである．このような目的を達成するためにModeCast に対
して以下の 2つのアイデアを取り入れる．
(P1) 遅延座標への射影
(P2) 動的モードで表現されるレジーム
4. 1. 1 遅延座標への射影 (P1)

本項では初めに，時系列データの状態空間について述べる．
本手法では時間遅延座標系を用いた状態空間を利用する．時間
遅延座標系とは，非線形方程式を推定するベースとなる技術で
あり，より長期的な潜在的ダイナミクスを把握するためにしば
しば用いられている．具体的には，X = {xk}ni=1に対して，以
下のような行列Xaug を考える．

Xaug =

⎡

⎢⎢⎢⎢⎢⎣

x1 x2 · · · xn−h+1

x2 x3 · · · xn−h+2

...
...

. . .
...

xh xh+1 · · · xn

⎤

⎥⎥⎥⎥⎥⎦
(2)

但し，hは遅延時間を意味する．上記の行列の構造にある通り，
Xaug の状態ベクトルに過去の情報を付与できているため，位
相情報を付与することが可能になり，これにより，より高精度
にダイナミクスを表現することが可能になる．尚，Takens の
埋め込み定理 [33]によると，このように遅延座標系で表された
運動軌道は，時系列データを生み出した現実の位相空間上の運
動軌道と同相な軌道となるため，第 3章で述べた動的モード分
解のアルゴリズムに関して，X をXaug に置き換えた結果得ら
れる動的モードは適切なダイナミクスを表現する．
4. 1. 2 動的モードで表現されるレジーム (P2)

次に，時系列パターンの表現方法について述べる．本研究で
は，潜在的ダイナミクスに基づいた時系列パターンを表現する
ために，複数の動的モードから構成されるレジームを定義する．
このモデルにおけるレジーム θは次の 2種類の状態によって構
成されると考える．

• s(t) ∈ Ck: 時刻 tにおける k 次元部分空間の潜在値
• v(t) ∈ Rd: 時刻 tにおける d次元の観測値

これらを考慮した線形動的システムを次のように定義する．
ds(t)
dt

= Λs(t)

v(t) = Φs(t)

(3)

但し，初期条件は s(0) = Φ†v(0) で与えられる．また，Λ,Φ

はそれぞれ動的モード分解で得られる固有値及び動的モードで
ある．まとめると，以下を得る：
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図 2 ModeCast のモデル概要図：(a)カレントウィンドウXC を遅
延座標系へ射影しXC

aug を得る．その後，(b) XC
aug からレジーム θ = {Φ,Λ} を計算し，ls ステップ先を予測する.

［定義 3］（レジーム θ） 単一のレジームにおけるパラメータ集
合 θ は右の通りとする：θ = {Λ,Φ}．
さらに，我々は複数のレジーム θ が時々刻々と変化する様子を
捉えたい．そのため時系列データストリームを複数のレジーム
で表現をしたい．そのために複数のレジームで構成されたレ
ジーム集合Θ = {θ1, ..., θr}も同時に定義しておく．
提案モデルの全体図を図 2 に示す．提案モデルはカレント

ウィンドウXC に最も適したレジーム θ = {Λ,Φ}を遅延座標
系及び動的モードを活用することで推定し，それを用いて将来
予測を行う．
5 アルゴリズム
本章では，大規模時系列データストリームの将来予測アルゴ

リズムであるModeCast について述べる．
初めに，本アルゴリズムに必要な概念について定義を行う．

［定義 4］（更新用パラメータ ω） 遅延座標系で表現された
表現されたカレントウィンドウ XC

aug に対して，P =

(U⊤XC
aug0

(U⊤XC
aug0

)⊤)−1 とする時, ω = {P ,U} を更新用
パラメータと呼ぶ．但し，U はXC

aug の左特異ベクトルである．
［定義 5］（全パラメータ集合M） 全レジームの数を rとした
時，全レジームの集合 Θ = {θ1, ..., θr}，に対応した更新用パ
ラメータの集合をΩ = {ω1, ...,ωr}とすると，ModeCast の
ための全パラメータ集合M は {Θ,Ω}となる．
また，我々の最終目標としては，問題 1の ls ステップ先予測

を逐次的，かつ高速に行うことである．ここで，現時刻 tc にお
けるレジームを θc，それに対応した更新用パラメータ集合を
ωc とする．また，ls ステップ先予測のために，時刻 tc におけ
る潜在値が必要であり，これを sc

out とする．これらをまとめて
候補パラメータ C = {θc,ωc, sc

out}として保持する．
5. 1 提案アルゴリズム
ModeCast は次のアルゴリズムのとおり (Algorithm 1)．
• カレントウィンドウXC から遅延座標系で表現されたカ

レントウィンドウXC
aug を生成する．

• ModeEstimator ：遅延座標系で表現されたカレント
ウィンドウXC

aug，パラメータ集合M，候補パラメータ C が
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